Melek YAKAR®

sEskisehir Osmangazi Universitesi
Tip Fakdltesi,

Radyasyon Onkolojisi ABD,
Eskisehir, TURKIYE

Yazisma Adresi/Correspondence:
Melek YAKAR

Eskisehir Osmangazi Universitesi
Tip Fakdltesi,

Radyasyon Onkolojisi ABD,
Eskisehir, TURKIYE
myakar@ogu.edu.tr

KAYNAK GOSTERMEK iGiN:

Yakar M. Yan etki tahminlemede ve onkolojik
takipte yapay zeka. Glrsel $B, Etiz D, editor-
ler. Radyasyon Onkolojisinde Yapay Zeka. 1.
Baski. Ankara: Tiirkiye Klinikleri; 2022. p.73-9.

Yan Etki Tahminlemede ve
Onkolojik Takipte Yapay Zeka

Artificial Intelligence in
Toxicity Prediction and Oncological Follow-up

OZET Yapay zeka (YZ), belirli gorevleri yerine getirmek icin dogrudan insan uyaranlari olmadan bil-
gisayar yazilimi ve algoritmalari kullanarak makinelerde insan benzeri zekayi taklit etmeye ¢alisan bil-
gisayar bilim dalidir. Makine 6grenmesi (MO), 6nceki 6rnek veya deneyime dayanarak insan davranisin
taklit etmeyi 6grenen veri odakli algoritmalari kullanan YZ’nin alt birimidir. Derin égrenme (DO) ise
bir model olusturmak igin derin sinir aglarim kullanan bir MO teknigidir. Radyasyon onkolojisindeki iler-
lemeler, biriken ve giin gegtikce artan vakalara ait klinik ve dozimetrik bilyiik veri, her fraksiyon dncesi
yapilan bilgisayarli tomografi (BT) goriintiilemeleri, onemli miktarda veri liretilmesine sebep olmustur.
Cok ¢esitli degiskenler ve modellerin yani sira tahmin araglarinin gelistirilmesinde standardizasyon ek-
sikligi, mevcut ¢aligmalarin karsilastirilabilirligini ve standartlastirilmasini zorlastirmaktadir. Toksisite
ve prognoz tahmini i¢in YZ modellerinin temel amaci klinik entegrasyon olup, daha fazla veri ile daha
standart modeller olusturulmahdir.

Anahtar Kelimeler: Radyasyon onkolojisi; yapay zeka; makine 6grenmesi;
derin 6grenme; prognoz; toksisiste

ABSTRACT Artificial intelligence (Al) is the branch of computer science that tries to emulate human-
like intelligence in machines by using computer software and algorithms without direct human stimuli
to perform specific tasks . Machine learning (ML) is a subunit of Al that uses data-driven algorithms that
learn to mimic human behavior based on previous example or experience. Deep learning (DL), on the
other hand, is an ML technique that uses deep neural networks to build a model. Advances in radiation
oncology, clinical and dosimetric large data on accumulating and increasing cases, computed tomogra-
phy (CT) imaging performed before each fraction, have led to the production of a significant amount of
data. The wide variety of variables and models, as well as the lack of standardization in the development
of estimation tools, complicates the comparability and standardization of existing studies. The main pur-
pose of Al models for toxicity and prognosis prediction is clinical integration, and more standard mod-
els should be created with more data.

Keywords: Radiation oncology; artificial intelligence; machine learning;
deep learning; prognosis; toxicity

apay zeka (YZ), belirli gérevleri yerine getirmek i¢in dogrudan insan uyaran-

lart olmadan bilgisayar yazilimi ve algoritmalar kullanarak makinelerde insan

benzeri zekay: taklit etmeye ¢alisan bilgisayar bilim dalidir.!* Makine 6gren-
mesi (MO), énceki 6rnek veya deneyime dayanarak insan davranisini taklit etmeyi 6g-
renen veri odakl algoritmalar1 kullanan YZ’nin alt birimidir.? Derin 6grenme (DO) ise
bir model olusturmak igin derin sinir aglarini kullanan bir MO teknigidir. Hesaplama
giiciiniin artmasi ve finansal engellerin azaltilmasi, en son DO alanmin dogmasina sebep
olmustur.*

Verilerin biiylimesi ve paylasimi, hesaplama giiclindeki artislar ve YZ’de gelis-
meler, saglik hizmetlerinde bir doniisiim baslatmistir. Radyasyon onkolojisindeki iler-
lemeler, biriken ve giin gectikce artan vakalara ait klinik ve dozimetrik big data, her
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fraksiyon Oncesi yapilan bilgisayarli tomografi (BT) go-
riintiilemeleri, 6nemli miktarda veri tiretilmesine sebep ol-
mustur.

Ilk hasta goriismesinden baslayarak YZ, tedavi son-
ras1 hastalik prognozu ve toksisite tahminlemesine yar-
dimc1 olabilir. Onkolojide ‘Hangi hastalarda toksisite riski
en yiiksektir? ‘ve ‘Lokal kontrol basari ve sagkalim olasi-
l1g1 nedir?” gibi tipik 6nemli klinik sorular vardir. Bu so-
rularin yanitlari i¢in altin standart klinik caligmalar olmakla
birlikte, klinik ¢aligmalar masrafli, yavas ve ulasilabilir has-
talar ile snirhdir. Eldeki mevcut veriler kullanilarak, gele-
cekteki klinik c¢aligmalar bilingli bir sekilde daha iyi
planlanabilir ve yeni bulgular elde edilebilir. Kanita dayal
tip, genis hasta popiilasyonu ile tasarlannmg randomize kont-
rollii ¢aligmalara dayanmaktadir. Ancak hassas sonuglarin
elde edilmesi i¢in arastirilmasi gereken klinik ve biyolojik pa-
rametrelerin say1s1 her gegen giin artmaktadir.’ Hastalarim tiim
alt popiilasyonlar1 i¢in yeni ve ayr1 yaklagimlar gerekmekte-
dir. Klinisyenler, uygun tedavi kombinasyonuna (radyoterapi,
kemoterapi, hedefe yonelik tedavi ve immunoterapi) karar
vermek igin tiim tani araglarini kullanmalidir (radyolojik go-
riintlileme, metabolik goriintiileme, kan ve genetik testler vs.).
Biiyiik ve heterojen miktarda bir veriyi bir araya getirmek ve
dogru modellemeler olusturmak 6nemlidir. Onkolojide de
klinik kararlara destek saglamak amaciyla elde olan biiyiik
datay1 kullanarak bilgi sunan yeni bir metodoloji olan
yapay zeka kullanilmaya baslanmistir.®

Radyasyon onkolojisinde YZ tekniklerini uygulamak
icin umut vaat eden bir alan, klinisyen i¢in degerli bir karar
destek sistemi olarak toksisiteyi ongérme ve hasta takibi-
dir. Bu boliimde onkoloji hastasinda YZ destekli toksisite
tahminleme ve hasta takibi degerlendirilmesi amaglanmis-
tir.

I RADYASYON ONKOLOJISINDE YAN ETKi
TAHMINLEMEDE YAPAY ZEKA

Diinyadaki kanser hastalariin yarisinin kiratif veya pal-
yatif amagh radyoterapi (RT) almaya uygun oldugu tah-
min edilmektedir.” Yogunluk ayarli RT (YART),
stereotaktik beden RT (SBRT) ve proton tedavisi (PT) gibi
yeni nesil lineer hizlandiricilar ve modern teknikler, RT de
yiiksek uygunluk ve milimetrik hassasiyet seviyeleri sunar.
Bununla birlikte, risk altindaki organlar (OAR’ler) olarak
tanimlanan hedef bélgeye yakin normal dokular da etkile-
nebilir ve bu da RT nin neden oldugu toksisiteye yol acar.
Akut toksisite, tedavi sirasinda veya tedavinin tamamlan-
masindan sonraki 3 ay i¢inde meydana gelir ve genellikle
tam iyilesme haftalar ila aylar i¢inde gerceklesir. Tersine,

74

fibrozis veya RT ile indiiklenen onkogenez gibi geg etkiler
genellikle geri dondiiriilemez ve zamanla ilerleyici olarak
kabul edilir. Sonug olarak, herhangi bir RT tedavisi plan-
lanirken, normal doku komplikasyonlarinin olasiligini en
aza indirirken, kiiratif yaniti en iist diizeye ¢tkarmak 6nem-
lidir. Ote yandan, OAR’lerin korunmast lehine, hedef hac-
min almasi gereken doz riske atilmamalidir.®

Bununla birlikte, farklt RT yan etkileri klinik énem-
lerine gore degisir, bu nedenle 6zellikle cerrahi veya ke-
moterapi (KT) gibi alternatif tedaviler mevcut oldugunda,
risklerin dogru bir sekilde tahmin edilmesi zorunludur.
Toksisitenin fizyopatolojisi sadece radyasyon dozu ile ilgili
degildir, ayn1 zamanda genetik faktorlere ve timor mikro-
cevresine de baglidir. Bu nedenle, belirli bir toksisite tipine
yatkinlik olusturan ana faktorlerin belirlenmesi, tedavi
planlamasinin gelistirilmesine ve hastalar1 ve klinisyenleri
beklenen tedavi toleransi hakkinda bilgilendirmeye yar-
dimci olabilir. Radyoduyarlilik genellikle mekanik veya
analitik ve veriye dayali veya yar1 ampirik olarak siniflan-
dirtlabilen normal doku komplikasyon olasiligt (NTCP)
modelleri ile incelenir.” Analitik modeller, radyasyon ve
biyolojik dokular arasindaki etkilesimin basitlestirilmis bir
karakterizasyonuna dayanir ve altta yatan mekanizmalari
acik algoritmalarla a¢iklamaya caligir. En yaygin analitik
modeller Lyman-Kutcher-Burman modelleridir ve genel-
likle tedavi planlama sistemlerine dahil edilerek, diger te-
davi stratejileri arasinda verilen dozun biyolojik
optimizasyonuna izin verilir.! Bu algoritmalar, genellikle
RT’nin neden oldugu gercek komplikasyonlar: tahmin et-
mekte basarisizdir. Ote yandan, veriye dayali yaklagimlar,
radyasyon ve normal doku arasindaki etkilesimin karmagik
oldugu ve deterministik olarak uygun sekilde temsil edile-
meyecegi varsayimina dayanmaktadir. Bu nedenle, bu tiir
yaklagimlar, girdi verilerine (6zellikler veya bagimsiz de-
giskenler olarak da adlandirilir) ve ¢ikt1 verilerine (yanit
veya bagimli degiskenler olarak da adlandirilir) en iyi uyan
modeli belirlemeyi amaglar. Toksisite tahminlemede ka-
baca radyasyonun verilmesiyle dogrudan ilgili olan “dozi-
metrik” (6rnegin, doz-volum histogrami (DVH) ), hasta ve
hastalikla ilgili degiskenleri (6rnegin, cinsiyet, yas, timor
histolojisi vb) iceren “klinik” ve gesitli tibbi gértintiilerden
¢ikarilabilen “goriintii tabanli” veya “radyomik” 6zellikler
onemlidir. Genel olarak, bu yaklagimlarda ise , regresyona
dayali teknikler gibi iyi bilinen geleneksel istatistiksel tek-
nikler ve YZ kullanilabilir."!

YZ modeli, parametreleri mevcut verilerden 6grene-
ceginden, veri kiimesinin 6zellikleri ¢ok dnemlidir. Egitim
veri seti yetersiz ise, model veri seti disindaki parametre-
leri 6grenmede basarisiz olur. Eger veri seti, belirli bir veri
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kiimesini ¢ok igeriyorsa, ortaya ezberleme veya fazla egi-
tim ortaya ¢ikar.'

YZ ile toksisite c¢aligmalart pek ¢ok kanserin
RT’sinde arastirtlmistir. Seadnia ve ark.’larinin yaptigi bir
calismada meme kanseri tanist ile tim memeye RT uygu-
lanan 90 vaka dahil edilmistir. RT Oncesi ve sonrasinda
haftalik termal goriintiileme ile RT ‘ye bagli akut cilt tok-
sisitesi tahminlemesi amaglanmistir. Toplam 26 termal ta-
banl1 6zellik ile kurulan modelde RT’ nin 5. Fraksiyonunda
%87 dogruluk orani ile akut RT dermatiti tahminlemesi ya-
pilmgtir.?

Bas boyun kanserlerinde RT’ye bagli sensorindral
duyu kaybi, kserostomi, beyin nekrozu, trismus ve osteo-
radyonekroz toksisite tahminlemesi de YZ ile yaptlmustir.'*-
19 47 hastadan elde edilen 94 kohlea CT goriintiisiinden
elde edilen 490 radiomik 6zellik ile sensorinoral isitme
kayb1 tahminlemesi yapilan ¢aligmada, 10 6nemli radio-
mik dzellik belirlenmistir. Calismada MO algoritmalari ile
%76 dogruluk orani ile tahminleme yapilmistir.'* 784 bas
boyun skuaméz hiicreli kanser ( orofarenks, hipofarenks
ve larenks) ile yapilan RTOG 0522 ¢alismasinda, klinik ve
radyolojik goriintii 6zellikleri (radyomik) ile tahminleme
modeli kurulmustur. 3D rCNN (three-dimensional residual
convolutional neural network) ile AUC: 0.84 ve %76 dog-
ruluk orani ile kserostomi olacak vakalar tahminlenmis-
tir.!8 Proton tedavisi ve MR kilavuzlu RT gibi yeni RT
teknikleriyle doz optimizasyonu yoluyla daha bireyselles-
tirilmis tedavilere ve normal dokularin daha iyi korunma-
sina dogru ilerlemek igin radyasyona bagli agiz kurulugu
mekanizmalarinin daha iyi anlasilmasi gereklidir. Akut ve
gec kserostomi semptomlari, kismen RT sirasinda parotis
hacminin kiigiilmesi ile ilgili olan parotis bezlerinin yapi-
sal degisiklikleri ile glilii bir sekilde iliskilidir.' Parotis-
ler kiiglildligii zaman, tipik olarak yiiksek doz bolgesi olan
orta hatta dogru kaymakta ve dolayisiyla planlanan doza
gore daha yiiksek doz almaktadir. Bu nedenle, bu anato-
mik varyasyonlar1 dikkate alan ve saglikli parotis doku-
sunu  en yiksek doz bdlgelerinden koruyan
kisisellestirilmig yeniden planlama stratejileri (adaptif rad-
yoterapi) miimkiin olup, bu hacim kii¢lilmesinin tahmini
onemlidir.Bagka bir ¢alismada bas boyun kanseri (orofa-
renks, lareks, oral kavite, hipofarenks, paranazal siniis) ta-
nist ile RT uygulanan 96 vaka ile osteoradyonekroz
tahminlemesi yapilmistir. Klinik ve dozimetrik data ile ya-
pilan ¢alismada, lojistik regresyon (LR), support vector
machine (SVM), Random forest (RF), Adaptive Boosting
(AdaBoost), artificial neural network (ANN) algoritmalart
degerlendirilmis olup, algoritmalara ait dogruluk oranlart

sirast ile %75, %76, %71, %75 ve %77 dir.?°

75

Radyasyon pndmonisi (RP), torasik 1ginlama ile ilig-
kili yaygin, potansiyel olarak doz sinirlayici ve klinik ola-
rak anlamli bir toksisitedir. Eszamanli KT’nin artan
kullanimi, bu toksisiteyi arttirmakta olup; lokal ileri evre
akciger kanserinde definitif kemoradyoterapi alan hasta-
larda RP insidansi %15 ila %40 arasmdadir.?! Bu toksisi-
tenin etkisi, steroid baslanmasi/bagimliligi ve oksijen
destegi gibi 6nemli morbidite ve yagam kalitesinin sinir-
landirilmast ile iliskilendirilebilir. RP’nin &ngoériictilerini
belirlemeye yonelik onceki ¢aligmalar, KT kullanimi1 ve
ajanlar1, doz fraksiyonasyonu, tiimor yerlesimi, yas, akci-
gerler ve hatta kalple ilgili dozimetrik/hacimsel faktorler
gibi faktorlerin dnemini gostermistir. Ancak, dozimetrik
kriterlerin optimal esikleri ve esikleri ile iligkili tahmin edi-
cilerin karsilastirmali 6nemi konusunda su anda bir fikir
birligi yoktur. Sinirli 6nceki analizler, degisen derecelerde
basari ve klinik fayda ile 6ngériicii modeller olusturmaya
caligmis ancak hasta popiilasyonundaki heterojenlik ve te-
davi teknikleri gibi sorunlar giderilememistir. YZ algorit-
malar1 ile hem klinik hem dozimetrik ve radyolojik
(radyomikler) faktorler ile daha dogru tahminleme yapila-
bilir. RP gelisiminde risk faktorleri, hasta 6zellikleri, dozi-
metrik parametreler ve tedavi 6zellikleridir ve RP’yi tek
bir parametre ile iliskilendirmek her zaman miimkiin de-
gildir. Klinik uygulamada, ayn1 Vs-V, dozunu veya ben-
zer KT yi alan tiim hastalarda akciger hasar1 benzer sekilde
olusmaz. RP gelistirecek hastalar 6ngériilmesi, hastaneye
yatislari ve ilag kullanimini azaltabilir ve toksisite oranla-
rin1 azaltarak hastanin yagam kalitesini artirabilir. Bu ayni
zamanda saglik harcamalarini da azaltabilir. Evre IIT 197
vaka ile yaplina bir ¢alisamda 77 klinik ve dozimetrik pa-
rametre degerlendirilmis olup, dokuz 6nemli degisken
(total akciger Vs, RT 6ncesi KT sayisi, kontrlateral,ipsila-
teral ve total akciger maksimum doz, gros tiimor hacmi,
tiimdr boyutu ve asbest maruziyeti) belirlenmistir. Calis-
mada yedi makine 6grenmesi algoritmasi degerlendirilmis
olup %385 ile en yiiksek dogruluk orani Light Gradient Bo-
osting Machine (LGBM) algoritmast ile elde edilmistir.??
203 evre II-IIT lokal ileri evre akciger kanseri tanil1 vaka ile
yapilmis baska bir ¢alismada 32 klinik ve dozimetrik 6zel-
lik degerlendirilmis olup, akciger V20, mean akciger dozu,
osefagus maksimum dozu ve sigara kullanimi énemli de-
giskenler olarak belirlenmistir. Bu ¢alismada ise en yiik-
sek dogruluk oranmi ile tahminleme RF algoritmast ile
yapilmistir (AUC: 0.66).% Planlama BT den elde edilen ra-
diomik, dozimetrik ve klinik 6zelliklerle RP tahminlemesi
yapilan bir ¢aligmada 79 akciger kanseri tanili vaka deger-
lendirilmistir. 11 radyomik, bes dozimetrik ve iki klinik de-
gisken 6nemli olarak belirlenmistir. SVM algoritmasi ile
%90 dogruluk oranina ulagilmistir.* Beklendigi tizere de-
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gisken sayist ve ¢esitliligi arttik¢a dogruluk orani da art-
maktadir.

Doz-toksisite iligkisinin daha iyi anlagilmasi, lokal
ileri evre serviks kanseri RT’de lokal kontrolii iyilestirmek
icin glivenli doz artisi i¢in kritik 6neme sahiptir. Eksternal
RT (EBRT) ve brakiterapi (BT) (EBRT+BT) kombinas-
yonu, lokal ileri evre serviks kanseri i¢in kabul gérmiis bir
tedavi rejimidir. Bununla birlikte, rektum, mesane ve va-
jina gibi OAR’ler lizerinde RT’ye bagli toksisite halen bir
endise kaynagidir. Tedaviden aylar veya yillar sonra barsak
obstriiksiiyonu/perforasyonu gibi ciddi yan etkiler ortaya
¢ikabilir ve hastalarin yagam kalitesini olumsuz yonde et-
kileyebilir. Bu toksisiteleri 6nceden tahminleme ile riskli
organ dozlar1 ve toksisiste oranlari diisiiriilebilir. Chen ve
42 lokal ileri evre serviks kanseri tanisi ile EBRT ve BT
alan vakalarla yaptiklar ¢alismada rektum yiizey doz ha-
ritalart ile rektal toksisite tahminlemesi yapmistir. SVM al-
goritmasi ile %74.5 dogruluk orani elde edilmistir.?
Calismada sadece dozimetrik parametreler kullanilmig
olup, klinik parametreler algoritmaya dahil edilmemis olup
bunun da dogruluk oranim diisiirdiigli diisiiniilmektedir.

Tian ve ark. 35 intertisyel brakiterapi uygulanan lokal
ileri evre jinekolojik kanseri olan vakada fistiil gelisimi tah-
minleme modeli olusturmuslardir. Vakalarin yedisinde rek-
tovajinal ve/veya vesikovajinal fistiil gelismistir. Fistiilii
olan vaka sayis1 azlig1 nedeniyle SMOTE (synthetic mi-
nority oversampling technique ) yontemi ile egitim setinde
sentetik vaka sayist arttiritlmistir. Hasta, timor ve tedavi
ozellikleri kullanilarak SVM algoritmasi ile model olustu-
rulmus olup, AUC 0.90 ‘dir.?® Jinekolojik kanserlerle ya-
pilmis baska bir caligmada 121 adjuvan RT uygulanan
vakada akut hematolojik toksisite tahminlemesi yapilmis-
tir. Hem klinik hem dozimetrik degiskenlerin degerlendi-
rildigi ¢alismada yedi makine 6grenmesi algoritmasi ile
model kurulmus olup %70 dogruluk orami ile en yiiksek
dogruluk oran1 SVM ile elde edilmistir.”’

Prostat kanseri RT’de YZ ile rektal ve genitoiiriner
(GU) toksisite tahminlemesi yapilmistir. Lee ve ark. prostat
kanseri tanisi ile RT uygulanan 324 vakada SNPs (single
niikleotid polimorfizm) kullanarak YZ ile GU tokisistesi
tahminelemesi yapmistir, modelin tahminleme performansi
AUC: %70’tir.”® Tomatis ve ark. ise ge¢ rektal kanama tah-
minlemesi yaptiklar1 bir ¢alismada ANN ile model kurmus
ve AUC: %71 elde etmistir.?® Pan ve ark. ise DVH kulla-
narak prostat SBRT’de mesane ve barsak toksisitesi tah-
minlemesi yapmislardir ve sirast ile AUC 0.79 ve
0.64’tiir.*

YZ ile toksisite tahminlemesi yapilan caligsmalar
Tablo 1°de 6zetlenmistir.
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Cok gesitli degiskenler ve modellerin yani sira tah-
min araclarinin gelistirilmesinde standardizasyon eksikligi,
mevcut ¢aligmalarin karsilastirilabilirligini ve standartlas-
tirtlmasini zorlagtirmaktadir. Toksisite tahmini i¢in YZ mo-
dellerinin temel amac1 klinik entegrasyon olup, daha fazla
data ile daha standart modeller olusturulmalidir.

I ONKOLOJIK TAKIPTE YAPAY ZEKA

YZ, radyasyon onkologlarinin definitif tedavi edilen has-
talar1 takip etme seklini degistirme potansiyeline sahiptir.
Ameliyattan sonra, timor goriintiileme sirasinda kaybola-
bilir ve timor belirtegleri hizla normallesebilir. Bunun ak-
RT’den degisiklikleri
(kontrastlanma kaybi, PET tutulumlan veya difiizyon ki-

sine, sonra  goOriintiileme
sitlamasi, boyutta azalma gibi) ve tiimor belirteglerinin ya-
nit1 kademelidir. Bu 6zellikler zaman icinde diizenli olarak
izlenir ve klinik deneyimlerle tamamlanan ve terapétik et-
kinligin gostergesi kabul edilen degisikliklere gore yanit
degerlendirmesi yapilir. Bu degerlendirmenin yapilabil-
mesi i¢in zaman gerekmektedir, ancak tedaviye yanit al-
mayacak vakalar daha erken tahminlenebilirse, ek doz RT
ya da ek sistemik tedaviler daha erken giindeme gelebilir
bu da onkolojik sonuglarin iyilesmesini saglayabilir. Bu
baglamda, radyoloji alanindaki erken ¢alismalar umut ve-
ricidir. Radyolojide, bir goriintiiyii karakterize etmek igin
boyut ve sekle, goriintli yogunluguna, dokuya, vokseller
arasindaki iligkilere ve bazi karakteristiklere dayanan ni-
celiksel ozellikler ¢ikarilir. YZ algoritmalari, goriintii ta-
banl 6zellikleri biyolojik gdzlemler veya klinik sonuglar
ile iliskilendirmek i¢in kullanilabilir.3!-3

RT hastalarinda yanit ve sagkalim tahmini i¢in YZ
tekniklerinin kullanilmasi, karar destek sistemlerini daha
da gelistirmek ve hastalar i¢in ¢esitli tedavi seceneklerinin
goreceli faydalarimin objektif bir degerlendirmesini sagla-
mak i¢in onemli bir firsattir. Kanser, gelismis iilkelerde en
yaygin 6lim nedenidir ve yaglanan popiilasyonlarda vaka
sayisinin daha da artacagi tahmin edilmektedir.?”# Bu ne-
denle kanser aragtirmalari, dniimiizdeki on yilda hayatla-
rin kurtarilmasi i¢in en dnemli 6ncelik olmaya devam
edecektir. Pek cok kanser tiirii ile ilgili YZ ile prognoz ¢a-
lismalart yapilmistir. Radyoterapi hastalarinda yanit ve
sagkalim tahmini i¢in YZ kullanilmasi, karar destek sis-
temlerini daha da gelistirmek ve hastalar i¢in ¢esitli tedavi
seceneklerinin goreceli faydalarinin objektif bir degerlen-
dirmesini saglamak i¢in 6nemli bir firsattir.

72 nazofarenks kanseri tanili vaka ile yapilan bir
prognoz ¢alismasinda alt1 farkli makine 6grenmesi algorit-
mas1 degerlendirilmistir. Onemli degiskenler olarak yas,
kilo kaybi, baslangic notrofil/lenfosit orani, baglangig lak-
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TABLO 1: Yapay zeka ile toksisite tahminleme ¢alismalari.
Calisma, yih Kanser tiirii Hasta Sayisi  Tahminelen Toksisite Ozellik Yapay Zeka Yontemi  Sonug
Saednia 2020, Meme 90 Akut dermatit Radyolojik goriintii RF Dogruluk orani: %87
Abdollahi 2018, Basg- boyun kanseri 47 Sensorindral igitme kaybi Radyolojik gérintl LR AUC: 0.88
(Beyin, nazofarens, (Radiomik) Dogruluk orani:%76
parotis ve diger timarler)
Men 2019, Basg- boyun kanseri 784 Kserostomi Klinik ve 3D rCNN AUC: 0.84,
(orofarenks, hipofarenks, radyolojik 6zellikler Doguluk orant: %76,
larenks kanseri) (Radiomik) F-skor: 0.70
Humbert- Vidan 2021, ' Bas boyun kanseri 96 Mandibula Klinik ve LR, SVM, RF, Dogruluk orant: %75,
(orofarenks, lareks, osteoradyonekroz dozimetrik ozellikler AdaBoost, ANN %76, %71,%75 ve %77
oral kavite, hipofarenks,
paranazal sinlis
Yakar 2021,% Akciger kanseri 197 Radyasyon pnémonisi Klinik ve LR, ANN, XGB, LGBM dogruluk orani
dozimetrik 6zellikler SVM, RF, GNB, LGBM %85 (Confidence interval:
0.73-0.96), %97 sensitivite,
%50 spesifisite
Luna 2019, Akciger kanseri 203 Radyasyon pnémonisi Klinik ve RF AUC:0.66
dozimetrik 6zellikler
Jiang 2021, Akciger kanseri 79 Radyasyon pndmonisi Klinik ve dozimetrik ve  SVM AUC:0.94,
radyomik 6zellikler Dogruluk: %90,
sensitivite: %80,
spesifisite: %95
Chen 2018, Serviks kanseri 42 Rektal toksisite Dozimetrik ézellikler SVM AUC:0.82,
Dogruluk: %74,
sensitivite: %84,
spesifisite: %72
Tian 2019, Jinekolojik kanserler 35 Fistl Hasta, tlimor ve SVM AUC: 0.90,
tedavi ozellikleri sensitivite : %97,
spesifisite: %88
Akgay 2021, Jinekolojik kanserler 121 Akut hematolojik toksisite Hasta, tiimér ve SVM AUC: 0.65,
tedavi 6zellikleri Dogruluk: %70,
sensitivite: %71,
spesifisite: %66
Pan 2020, Prostat kanseri 86 Mesane ve rektal toksisite Dozimetrik 6zellikler ~ GBDT, AdaBoost AUC: 0.79
(mesane toksisitesi)
AUC: 0.64 (rektal toksisite)

RF: Random Forest , AUC: Area Under Curve LR: Logistik regresyon, 3D rCNN: three-dimensional residual convolutional neural network,SVM: Support Vector Machnine, AdaBoost: Adaptive boosting, ANN: arti-

ficial neural network, XGB: eXtreme Gradient Boosting, GNB: Gaussian Naive Bayes, LGBM: Light Gradient Boosting Machine, AUC: area under curve, GBDT: gradient boosting decision tree, AdaBoostig: Adap-

tive Boosting.

tat dehidrogenaz ve hemoglobin degeri, RT siiresi, timdr
boyutu, eszamanli KT sayisi, T ve N evresi olarak belir-
lenmistir. LR, ANN, XGBoost, support-vector cluste-
ring(SVC), RF, and GNB algoritmalar1 arasindan en
yiiksek performans gosteren model GNB olarak belirlen-
mis olup dogruluk oran1 %88 (CI: 0.68-1) olarak bulun-

mustur.>

Klinik ve PET-BT den elde edilen radiomiklerin kul-
lanildig1 bir caligmada akciger kanserinde prognoz deger-
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lendirilmesi yapilmis olup, 101 vaka dahil edilmistir. %67
egitim ve %33 vaka validasyon ve test i¢in kullanilmuistir.
Dogruluk orani en yiiksek algoritma SVM olarak belirlen-
mis olup %84 dogruluk (sensitivity 86%, specificity 82%)
oranina sahiptir.*’ Prostat kanserinde prognoz tahminle-
mesi yapilan bagka bir ¢aligmada somatik gen mutasyonlart
degerlendirilmis ve SVM ile %66’lik bir dogruluk orant
elde edilmistir.*! Sistektomi sonrasi mesane kanserinde
prognoz degerlendirmesi yapilmig olup toplam 3503 vaka
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degerlendirilmistir. Algoritma ile rekiirrens, 1-3 ve 5 yillik
sagkalim oranlar1 %70’in lizerinde sensitivite ve spesifi-
site ile tahminlenmistir.*? 75 mide kanseri tanili vaka ile
yapilan bir calismada rekiirrens paternleri ve sagkalim tah-
minlemesi yapilmistir. Sagkalim, uzak metastaz ve perito-
neal metastaz tahminlemesinde dogruluk orani en yiiksek
algoritmalar sirasi ile GNB (%81), XGBoost (%86) ve RF
(%97)’dir.** Pham ve ark. ise 143 rektum kanseri tanili
vaka ile yaptiklar1 ¢alismada, 5 yillik genel sagkalim tah-
mini ve prognoz agisindan DNp73 ekspresyonu kesfetmek
icin YZ kullanmislardir. On ayri CNN algoritmasi kulla-
nilmis olup, her immunokimyasal goriintii tekrar boyut-
landirilmistir.  Algoritma i¢in bu goriintiilerin %901
egitimde ve %10 u test data olarak kullanilmis olup, on al-
goritmanin dogruluk oranlart %90-96 arasi1 degismistir.**

Onkolojik tedavilerde ongdérme, tedaviye karar verme
stirecinde olduk¢a 6nemlidir, ¢iinkii dogru hayatta kalma,
tahmini palyatif/kiiratif tedavi kararin1 vermede kritiktir.
Ayrica kalan yasam siiresi tahmini, hastalarin daha dolu
veya daha tatmin edici bir yasam siirmeleri i¢in bir tegvik

olabilir. Ayrica saglik sigorta firmalari agisindan da cevabi
aranan bir sorudur. Sagkalim istatistikleri, onkologlara te-
davi kararinda yardimci olur ancak bunlar biiytiik ve hete-
rojen gruplara ait verilerdir ve spesifik bir hastaya ne
olacagini tahminlemede kullanilmasit ¢ok uygun degildir.
Radyoterapi ve KT onkolojik sonuglariin éngoriilmesi
icin YZ algoritmalart son zamanlarda oldukg¢a dikkat ¢ek-
mektedir. Kanser tanisi alan vakalarda sagkalimi tahmin-
leme, tedaviyi iyilestirmede, hastaya ve klinisyenlere bilgi
saglamada onem tagimaktadir. Belirli demografik, timor
ve tedavi bilgisine sahip kanser hastalar1 veri kiimesi géz
Ontine alindiginda, hastanin hayatta kalmasinin ya da has-
taliginin niiks etmesinin herhangi bir parametre ile tahmin
edilip edilemeyecegi dnemli bir konudur. Giiniimiizde pek
cok hastane verileri, dijital ortamda depolamaktadir. Bu
biiyiik veri kiimeleri YZ teknikleri ile degerlendirilerek;
hastalarin tedavi sonuglarini tahmin etmek, bireysellesti-
rilmis hasta tedavisi planlamak, kurumsal performanst iyi-
lestirmek ve saglik sigorta primlerini diizenlemek miimkiin
olabilir.
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